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BAB I 

PENDAHULUAN 

1.1 Latar Belakang 

​ Pengidentifikasian spesies hewan memainkan peran penting dalam konservasi 

keanekaragaman hayati, pengelolaan ekosistem, dan penelitian ekologi dan biologi. Pada 

umumnya, proses ini dilakukan melalui pengamatan visual langsung dan analisis morfologi, 

yang membutuhkan keahlian khusus dan sering kali menghabiskan banyak waktu dan sumber 

daya, terutama di daerah yang sulit dijangkau seperti Lembah Magdalena Tengah di 

Kolombia yang terkenal dengan keanekaragaman hayatinya yang kaya. Dalam beberapa 

tahun terakhir, teknologi berbasis kecerdasan buatan, khususnya deep learning, telah 

memberikan pendekatan baru yang lebih efisien untuk identifikasi spesies melalui sinyal 

audio, khususnya vokalisasi hewan [1] [2]. 

 

Pemanfaatan teknik pemrosesan sinyal audio untuk mengidentifikasi suara spesies telah 

menjadi hal yang menarik di bidang bioakustik. Teknik-teknik ini melibatkan pengubahan 

data audio menjadi representasi visual seperti spektogram, yang kemudian dapat dianalisis 

dengan menggunakan model klasifikasi seperti Convolutional Neural Network (CNN) [3] [4].  

CNN telah terbukti sangat efektif dalam mengenali pola visual yang kompleks, termasuk pola 

frekuensi suara yang unik untuk setiap spesies [5]. 

 

Beberapa penelitian sebelumnya telah menunjukkan bahwa pengenalan spesies berbasis suara 

menggunakan deep learning memiliki akurasi yang tinggi dan dapat diaplikasikan di 

lingkungan nyata [6] [7]. Namun, sebagian besar penelitian tersebut masih berfokus pada 

spesies burung di Amerika Utara atau Eropa, sehingga implementasi di daerah tropis seperti 

Kolombia belum banyak dieksplorasi [8]. Maka dari itu, penelitian ini berusaha merancang 

model klasifikasi audio berbasis CNN yang dioptimasi untuk mengenali spesies hewan di 

Lembah Magdalena Tengah, Kolombia. 

 

 

 



 
 

1.2 Tujuan Penelitian 

​ Penelitian ini bertujuan untuk merancang dan melakukan implementasi model 

klasifikasi audio dengan menggunakan metode Convolutional Neural Network (CNN) untuk 

mengidentifikasi spesies hewan yang berdasarkan pada rekaman suaranya. Model ini 

diharapkan dapat membedakan spesies berdasarkan karakteristik suara yang unik dengan 

tingkat akurasi yang tinggi. Penelitian ini juga bertujuan untuk mengembangkan pipeline 

pemrosesan audio yang efisien yang dapat diintegrasikan ke dalam aplikasi praktis untuk 

pemantauan keanekaragaman hayati. 

1.3 Manfaat  

1.3.1 Manfaat Teoritis  
 

Penelitian ini berkontribusi pada pengembangan teori di bidang bioakustik dan 

pengenalan pola menggunakan deep learning. Dengan menggabungkan pemrosesan sinyal 

audio dan CNN, penelitian ini memperkaya literatur tentang penerapan pembelajaran mesin 

dalam identifikasi spesies berbasis suara. Hasil penelitian juga memberikan wawasan tentang 

tingkat keefektifan CNNs dalam menganalisis data audio yang memiliki kompleksitas tinggi, 

terutama dalam konteks lingkungan tropis yang berisik dan heterogen [9] [10]. 

1.3.2 Manfaat Praktisi 

 
Penelitian ini secara praktis dapat digunakan sebagai dasar untuk mengembangkan 

sistem identifikasi spesies secara otomatis yang berguna untuk konservasi satwa liar, 

pemantauan lingkungan, dan penelitian ekologi. Selanjutnya, sistem yang dihasilkan dapat 

diimplementasikan dalam bentuk aplikasi berbasis web maupun mobile yang dapat digunakan 

oleh para peneliti lapangan, konservasionis, dan pengambil kebijakan. Dengan demikian, 

efisiensi pengumpulan data keanekaragaman hayati dapat ditingkatkan, dan deteksi dini 

terhadap perubahan populasi spesies dapat dilakukan dengan lebih baik. 

 
 
 
 

 



 
 

BAB II 

METHODOLOGY 

 

Metodologi yang digunakan dalam penelitian ini mengacu pada pendekatan 

CRISP-DM (Cross Industry Standard Process for Data Mining), yang merupakan kerangka 

kerja umum dan sistematis untuk proses data mining. CRISP-DM terdiri dari enam fase 

utama: Pemahaman Bisnis, Pemahaman Data, Persiapan Data, Pemodelan, Evaluasi, dan 

Penerapan. Setiap fase saling terkait dan dapat dilalui secara iteratif tergantung pada hasil dan 

kebutuhan penelitian. 

2.1 Business Understanding 

​ Tahap ini merupakan pondasi utama dalam memahami tujuan bisnis atau penelitian 

dari proyek ini. Dalam konteks penelitian ini, tujuan utamanya adalah mengembangkan 

sistem klasifikasi berbasis audio untuk mengidentifikasi spesies hewan di Lembah Magdalena 

Tengah, Kolombia. Wilayah ini merupakan wilayah tropis dengan tingkat keanekaragaman 

hayati yang sangat tinggi, namun juga menghadapi ancaman dari aktivitas manusia dan 

perubahan iklim. 

 

Masalah yang dihadapi adalah kebutuhan akan sistem pemantauan keanekaragaman 

hayati yang efisien, non-invasif, dan dapat diterapkan secara luas. Oleh karena itu, 

identifikasi spesies melalui suara menjadi solusi yang menjanjikan karena sebagian besar 

hewan, terutama burung, mamalia kecil dan amfibi, menghasilkan suara khas yang dapat 

dideteksi melalui teknologi perekaman audio. Dengan memahami masalah ini, penelitian ini 

diarahkan untuk merancang solusi berbasis machine learning, khususnya deep learning. 

2.2 Data Understanding 

Tahap Pemahaman Data bertujuan untuk memahami struktur, konten, kualitas, dan 

potensi data yang tersedia sebelum melakukan proses pemodelan. Dalam konteks penelitian 

ini, data yang digunakan berasal dari berbagai sumber audio yang telah dikurasi dan 

disediakan secara resmi oleh penyelenggara kompetisi, dengan fokus utama pada rekaman 

suara spesies dari kawasan Cagar Alam El Silencio di Lembah Magdalena Tengah, 

Kolombia. 

 



 
 

 

Dataset ini mencerminkan kompleksitas ekosistem tropis dan mencakup suara dari berbagai 

kelompok taksonomi seperti burung (Aves), amfibi (Amphibia), mamalia (Mamalia), dan 

serangga (Insecta). Dataset ini terdiri dari beberapa komponen utama: 

A.​ Train Audio (train_audio/) 

Dalam folder ini terdapat rekaman audio pendek dari setiap spesies, yang diunggah 

oleh pengguna dari tiga koleksi utama: xeno-canto (XC), iNaturalist (iNat), dan 

Colombian Sound Archive (CSA). Semua file telah dikonversi ke format .ogg dan 

frekuensinya disamakan ke 32 kHz untuk mencocokkan format dengan data 

pengujian. Setiap file audio diberi nama sesuai dengan format 

[collection][id_file].ogg. Rekaman ini memiliki kualitas yang bervariasi, tergantung 

pada peringkat yang diberikan oleh pengguna (1 = sangat rendah, 5 = sangat tinggi). 

B.​ Data Train (train.csv) 

Data ini merupakan file metadata utama yang menjelaskan karakteristik setiap file 

audio di train_audio/. Beberapa bidang yang penting termasuk: 

●​ primary_label: Label utama spesies (kode eBird untuk burung atau ID takson 

iNaturalist untuk non-burung). 

●​ secondary_label: Spesies lain yang mungkin juga tercatat di dalam file, tapi 

bukan merupakan label utama. 

●​ latitude & longitude: Lokasi geografis rekaman, berguna untuk memahami 

variasi lokal (misalnya perbedaan dialek suara antar lokasi). 

●​ author: Nama pengguna yang merekam audio. 

●​ rating: Kualitas rekaman menurut pengguna. 

●​ collection: Sumber rekaman (XC, iNat, CSA). 

●​ filename: Nama file audio yang sesuai. 

C.​ Test Soundscape (test_soundscape/) 

Folder yang merupakan kumpulan data pengujian yang akan digunakan untuk 

penilaian akhir model. Folder ini berisi sekitar 700 rekaman satu menit, 

masing-masing dalam format .ogg dan frekuensi 32 kHz. Nama file disamarkan 

 



 
 

dengan format umum soundscape_xxxxxx.ogg. Data ini hanya tersedia ketika 

notebook dikirim dan dijalankan pada platform penilaian. Tidak semua spesies dari 

data pelatihan muncul di dataset pengujian. 

D.​ Train Soundscape (train_soundscape/) 

Berisi rekaman tanpa label dari lokasi yang sama dengan data uji, tetapi direkam pada 

titik lokasi yang berbeda. File ini dapat digunakan untuk strategi pembelajaran 

semi-pengawasan, seperti menggunakan pseudo-labeling atau teknik prapelatihan. 

Nama file memiliki pola [site]_[date]_[local_time].ogg. 

E.​ Taxonomy (taxonomy.csv) 

File ini menyediakan informasi taksonomi dari setiap spesies, termasuk ID takson 

iNaturalist dan kelas biologisnya (Aves, Amphibia, Mamalia, Insecta). File ini 

berguna untuk memahami hubungan antar spesies dan melakukan analisis berbasis 

taksonomi. 

F.​ Lokasi Rekaman (recoding_location.txt) 

Menyediakan informasi umum tentang lokasi perekaman, Cagar Alam El Silencio, 

yang merupakan pusat konservasi dan restorasi ekosistem yang penting di Kolombia. 

Informasi lokasi ini berguna untuk memberikan konteks ekologis pada data dan dapat 

digunakan untuk menganalisis pengaruh kondisi lingkungan pada suara yang direkam. 

Melalui pemahaman yang mendalam mengenai struktur dan konten data ini, strategi 

pemrosesan dan pelatihan model dapat dirancang dengan lebih akurat. Tantangan utama 

meliputi: 

●​ Ketidakseimbangan kelas (beberapa spesies memiliki lebih banyak contoh 

dibandingkan spesies lainnya), 

●​ Variasi dalam kualitas rekaman, 

●​ Kebisingan lingkungan alami 

●​ Terbatasnya jumlah data berlabel untuk spesies langka. 

Pemahaman awal ini merupakan pondasi penting sebelum melangkah ke langkah selanjutnya, 

yaitu persiapan data dan pemodelan. 

 



 
 

2.3 Data Preparation 

Tahap Data Preparation merupakan salah satu komponen kunci dalam pipeline data 

mining karena kualitas dan representasi data secara langsung mempengaruhi kinerja model. 

Pada penelitian ini, beberapa langkah penting dilakukan untuk mempersiapkan data audio dan 

metadata sebelum digunakan dalam proses pelatihan model klasifikasi berbasis CNN. Pada 

penelitian ini, proses data preparation mencakup beberapa langkah berikut: 

1.​ Eksplorasi Data Awal (EDA) 

Langkah pertama dimulai dengan membaca file train.csv menggunakan pustaka 

Pandas untuk memuat metadata yang berisi informasi mengenai primary_labels, 

secondary_labels, nama file, lokasi geografis, kualitas audio (rating), dan asal 

pengambilan data (XC, CSA, iNat). Data ini dieksplorasi untuk memahami distribusi 

spesies, kualitas rekaman, dan distribusi geografis. 

2.​ Visualisasi Data dan Deteksi Outlier 

Visualisasi awal dilakukan untuk melihat sebaran jumlah rekaman per spesies, 

histogram kualitas (rating), dan sebaran geografis berdasarkan koordinat lintang dan 

bujur. Analisis korelasi antar fitur numerik dilakukan dengan menggunakan heatmap, 

sementara deteksi outlier diterapkan pada rating, lintang, dan bujur dengan 

menggunakan metode IQR (Interquartile Range). 

3.​ Korelasi Antar Variabel Kategorikal 

Dalam memahami hubungan antara atribut kategorikal, analisis Cramer’s V yang 

merupakan kekuatan hubungan atau asosiasi antara dua variabel kategorikal (nominal)  

pada fitur seperti primary_label, collection, dan author. Hasilnya divisualisasikan 

dalam bentuk heatmap matriks korelasi, yang membantu mengidentifikasi fitur mana 

yang paling relevan dengan model atau yang berpotensi berlebihan. 

4.​ Pembersihan Data 

Berdasarkan hasil eksplorasi awal, pembersihan data dilakukan untuk menghapus atau 

memperbaiki entri yang tidak valid, seperti file yang tidak ditemukan atau file dengan 

kualitas yang sangat rendah (rating < 2). Kumpulan data yang telah dibersihkan 

disimpan sebagai df_clean. 

5.​ Ekstraksi Fitur Audio (MFCC) 

Seluruh file audio diubah menjadi representasi numerik berupa Mel-Frequency 

Cepstral Coefficients (MFCC), yang dianggap paling efektif untuk analisis sinyal 

audio karena merepresentasikan karakteristik frekuensi suara. 

 



 
 

6.​ Preprocessing Audio 
Melakukan trimming untuk menghilangkan silent segment, normalisasi amplitude, 
serta bandpass filter pada rentang 300 Hz hingga 8000 Hz untuk menjaga suara 
relevan. Selanjutnya hasil MFCC dipotong atau dipadatkan menjadi dimensi seragam 
(400 frame × 40 koefisien). 

7.​ Encoding Label 
Label primary_label yang bersifat kategorikal diubah menjadi numerik menggunakan 
LabelEncoder, yang kemudian disimpan dalam format .pkl untuk keperluan prediksi. 

8.​ Train-Test Split 
Dataset MFCC yang sudah diproses dibagi menjadi data latih dan data validasi 
menggunakan metode stratified split untuk menjaga proporsi kelas yang seimbang. 

2.4 Modeling 

Tahap Modeling bertujuan untuk membangun model klasifikasi berbasis Convolutional 

Neural Network (CNN) yang mampu memprediksi jenis spesies berdasarkan fitur audio 

MFCC. 

Langkah-langkah yang dilakukan meliputi: 

1.​ Pembangunan Arsitektur CNN: 

Model CNN terdiri dari dua blok Conv2D + BatchNormalization + MaxPooling2D, 

dilanjutkan dengan Dropout, GlobalAveragePooling2D, dan Dense Layer dengan aktivasi 

softmax pada output layer. 

2.​ Training Model: 

Model dilatih menggunakan optimizer Adam dan loss function sparse categorical 

crossentropy selama maksimal 50 epoch, dengan EarlyStopping berdasarkan nilai validation 

loss untuk menghindari overfitting. 

3.​ Menyimpan Model dan LabelEncoder: 

Model yang telah terlatih disimpan dalam format .keras, dan LabelEncoder dalam format .pkl 

untuk digunakan pada tahap prediksi. 

2.5 Evaluation 

Tahap Evaluasi bertujuan untuk menguji kinerja model pada hidden test set yang disediakan 

oleh penyelenggara kompetisi. Langkah yang dilakukan: 

1.​ Inference pada Test Soundscape 

File audio pada direktori test_soundscapes dipotong menjadi segment 5 detik, 

kemudian diekstrak fitur MFCC-nya. Model CNN yang telah dilatih digunakan untuk 

memprediksi probabilitas kemunculan 206 spesies untuk setiap bagian segmentnya. 

 

 



 
 

2.​ Pembuatan Submission CSV 

Hasil prediksi disimpan dalam file submission.csv sesuai format 

sample_submission.csv. 

3.​ Proses submission dilakukan via notebook runtime Kaggle tanpa akses internet, 

dimana test_soundscapes baru muncul saat proses submission berjalan. 

4.​ Scoring Kaggle Leaderboard 

Hasil prediksi diuji melalui submission ke leaderboard dan memperoleh skor publik 

sebesar 0.581. 

 

 

 

BAB III 

EKSEKUSI DAN HASIL 

3.1 Evaluasi Hasil Visualisasi EDA 

Analisis data eksplorasi (EDA) dilakukan untuk memahami secara menyeluruh karakteristik 
dataset sebelum memasuki tahap pemodelan. Visualisasi pertama yang dilakukan adalah 
distribusi jumlah rekaman audio per spesies. Hasilnya menunjukkan adanya 
ketidakseimbangan kelas di mana beberapa spesies memiliki jumlah data yang sangat tinggi, 
sementara spesies lainnya memiliki sampel yang sangat sedikit. Hal ini penting untuk 
diantisipasi karena dapat mempengaruhi kinerja model dalam mendeteksi spesies langka. 
 
Selanjutnya, sebaran kualitas audio (rating) divisualisasikan dalam bentuk histogram yang 
menunjukkan bahwa mayoritas rekaman memiliki kualitas yang baik (rating ≥ 3), meskipun 
masih ada beberapa rekaman yang memiliki kualitas rendah. Visualisasi sebaran geografis 
dengan menggunakan scatter plot berdasarkan garis lintang dan garis bujur menunjukkan 
bahwa rekaman terdistribusi cukup merata di wilayah El Silencio, namun terdapat konsentrasi 
di wilayah-wilayah tertentu yang menjadi lokasi pengambilan data utama. 
 
Selain itu, heatmap korelasi antara fitur numerik dan visualisasi korelasi antara fitur 
kategorikal menggunakan metrik Cramér's V juga dilakukan. Visualisasi ini membantu 
mengidentifikasi fitur mana yang memiliki hubungan yang kuat dan relevan untuk proses 
pelatihan model. 
 

 



 
 

3.1.1 Visualisasi Top 20 Spesies Berdasarkan Jumlah Sampel 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

Gambar 3.1 Top 20 Spesies Teratas Berdasarkan Jumlah Sampel 

 

Grafik 20 Spesies Teratas Berdasarkan Jumlah Sampel adalah grafik batang horizontal yang 

menampilkan 20 spesies dengan jumlah sampel terbanyak. Sumbu Y menunjukkan nama 

spesies, diurutkan dari sampel terendah (bawah) hingga tertinggi (atas), sedangkan sumbu X 

menunjukkan “Jumlah Sampel”. Batang-batang tersebut memiliki panjang dan warna yang 

berbeda-beda, yang menunjukkan jumlah sampel dari setiap spesies. “Kiskadee Besar” 

memiliki sampel paling banyak (mendekati 950), sementara spesies seperti ‘Potoo Biasa’ 

memiliki lebih sedikit sampel (sekitar 350-400). Visualisasi ini secara efektif 

membandingkan kelimpahan sampel antar spesies. 

 

 

 

 



 
 

3.1.2 Visualisasi Distribution Rating 

 

Gambar 3.2 Visualisasi Distribution Rating 

 

Gambar 3.1.2 Visualisasi Distribusi diatas menampilkan histogram dan estimasi kepadatan 

kernel (KDE). Pada sumbu horizontal, terdapat “Rating” yang dapat berkisar dari 0 hingga 5, 

sedangkan sumbu vertikal menunjukkan “Count” atau jumlah frekuensi. Dari grafik tersebut, 

dapat dilihat bahwa distribusi rating sangat terpusat pada dua puncak utama: satu puncak 

yang sangat tinggi berada di rating 0 (sekitar 7900), dan puncak tinggi lainnya berada di 

rating 4 dan 5 (masing-masing sekitar 7500 dan 7800). Terdapat “lembah” atau frekuensi 

yang sangat rendah antara peringkat 0 dan sekitar 1,5, dan peningkatan bertahap dari 

peringkat 1,5 hingga mencapai puncaknya pada peringkat 4 dan 5. Estimasi KDE yang 

digambarkan oleh garis lengkung juga mengkonfirmasi pola distribusi bimodal (dua puncak) 

ini, yang menyoroti konsentrasi data pada nilai peringkat ekstrem (0 dan 4-5) dan frekuensi 

yang jarang dari nilai peringkat di antaranya. 

 



 
 

3.1.3 Visualisasi Persebaran Geografis 

 
Gambar 3.3 Visualisasi Persebaran Geografis 

 

Pada peta distribusi geografis rekaman ini, sumbu X menunjukkan garis bujur dan sumbu Y 

menunjukkan garis lintang, yang menampilkan lokasi geografis titik-titik rekaman di seluruh 

dunia. Ada tiga kategori koleksi rekaman yang dibedakan berdasarkan warna: “CSA” (hijau 

kebiruan), 'XC' (oranye), dan 'iNat' (biru keunguan). Dominasi warna “XC” dan “iNat” 

terlihat jelas, khususnya di benua Amerika Utara dan Selatan, serta sebagian besar Eropa, 

Asia dan Australia. Koleksi “XC” menunjukkan distribusi yang luas di seluruh benua, 

sementara “iNat” juga tersebar luas, tetapi tampak lebih padat di Amerika Utara. Menariknya, 

koleksi “CSA” hanya muncul sebagai beberapa titik kecil yang terkonsentrasi di wilayah Asia 

Selatan atau Timur Tengah, yang menunjukkan cakupan geografis yang sangat terbatas 

dibandingkan dengan dua koleksi lainnya. Secara keseluruhan, peta ini memberikan 

gambaran visual yang komprehensif tentang di mana sebagian besar data yang direkam 

dikumpulkan, dengan dominasi koleksi “XC” dan “iNat” yang terdistribusi secara global. 

 

 
 
 
 
 

 



 
 

3.1.4 Visualisasi Cramer’s V antar Fitur Kategorikal 

 
Gambar 3.4 Cramér's V antar Fitur Kategorikal 

 

Gambar yang disajikan adalah heatmap yang menampilkan Cramér's V di antara Fitur 

Kategorikal. heatmap ini mengukur kekuatan asosiasi antara fitur kategorikal yang berbeda, 

dengan nilai mulai dari 0 (tidak ada asosiasi) hingga 1 (asosiasi sempurna). Warna heatmap 

bervariasi dari ungu tua (asosiasi lemah) hingga kuning terang (asosiasi kuat). 

 

 

Dari heatmap ini, kita dapat mengamati beberapa hal: 

●​ Diagonal utama memiliki nilai 1, yang mengindikasikan bahwa setiap fitur memiliki 

asosiasi yang sempurna dengan dirinya sendiri. 

 



 
 

●​ Asosiasi yang kuat (nilai yang mendekati 1) terlihat pada banyak pasangan fitur, 

terutama yang melibatkan filename, collection, scientific_name, and common_name. 

Sebagai contoh, nama_file memiliki asosiasi sempurna (1) dengan hampir semua fitur 

lainnya, yang menunjukkan kemungkinan hubungan langsung atau duplikasi 

informasi. collection dan scientific_name, serta common_name, juga menunjukkan 

asosiasi yang sangat kuat (0.77 hingga 1) satu sama lain dan dengan filename. Hal ini 

mengindikasikan bahwa fitur-fitur ini mungkin sangat erat kaitannya, atau bahkan 

mungkin salah satu dari fitur tersebut dapat memprediksi fitur lainnya dengan baik. 

●​ Asosiasi sedang hingga lemah terlihat untuk fitur primary_label, secondary_label, 

type, author, dan license dengan fitur lainnya. Sebagai contoh, primary_label 

memiliki asosiasi yang relatif lemah (0,16 hingga 0,19) dengan secondary_label dan 

type, tetapi asosiasi yang lebih kuat (0,77) dengan collection, scientific_name, dan 

common_name. pengarang dan lisensi secara umum menunjukkan asosiasi yang 

bervariasi dari lemah hingga sedang dengan fitur lainnya, meskipun pengarang 

memiliki asosiasi yang kuat (0,87) dengan lisensi. 

3.1.5 Visualisasi Distribusi Label Burung  

 
Gambar 3.6 Distribusi Label Burung 

 

Gambar ini menunjukkan grafik batang horizontal dengan sumbu Y (vertikal) menunjukkan 

berbagai “Jenis Burung” yang, meskipun padat, mewakili spesies yang diamati. Sumbu X 

(horizontal) menunjukkan “Jumlah” atau frekuensi kemunculan setiap jenis burung, yang 

diskalakan hingga 500. Panjang setiap batang menunjukkan jumlah pengamatan untuk jenis 

burung tersebut, yang menunjukkan distribusi yang tidak merata; beberapa jenis burung 

memiliki jumlah pengamatan yang sangat tinggi (mendekati atau melebihi 500), sementara 

 



 
 

yang lainnya hanya memiliki sedikit pengamatan (kurang dari 50). Penting untuk dicatat 

bahwa visualisasi ini merupakan hasil ekstraksi spesies burung dari data suara (file audio). 

Dengan demikian, “Angka” pada sumbu X menunjukkan seberapa sering suatu spesies 

burung teridentifikasi atau terdeteksi dalam koleksi rekaman suara yang dianalisis. 

3.1.6 Visualisasi MFCC (Mel-frequency Cepstral Coefficients) 

 
Gambar 3.7 MFCC (Mel-frequency Cepstral Coefficients) 

 

Visualisasi yang ditampilkan adalah heatmap yang mewakili MFCC (Mel-frequency Cepstral 

Coefficients) untuk suara “Spotted Foam-nest Frog”. Pada sumbu horizontal (X) adalah 

“Time” dalam detik, yang menunjukkan durasi rekaman suara yang dianalisis, sekitar 5 detik. 

Sumbu vertikal (Y) mewakili indeks koefisien MFCC, yang merupakan fitur yang 

menangkap karakteristik spektral suara, terutama yang relevan dengan persepsi pendengaran 

manusia. Warna pada heatmap menunjukkan nilai amplitudo MFCC, dengan skala warna di 

sebelah kanan mulai dari biru tua (nilai negatif yang rendah/kuat, sekitar -500) hingga merah 

terang (nilai positif yang tinggi, sekitar 0). Secara umum, warna yang dominan adalah merah 

dan jingga, mengindikasikan nilai MFCC yang relatif tinggi, atau mendekati nol untuk 

sebagian besar durasi perekaman. Namun demikian, terdapat perbedaan nilai yang bervariasi 

dari waktu ke waktu dan di antara koefisien, membentuk pola horizontal dan vertikal. 

Pola-pola ini mencerminkan perubahan karakteristik spektral suara katak dari waktu ke 

waktu, yang sangat berguna dalam aplikasi pengenalan suara dan klasifikasi spesies. 

 

 



 
 

3.1.7 Visualisasi PCA (Principal Component Analysis) 

 
Gambar 3.8 PCA (Principal Component Analysis) dari fitur MFCC 

 

Gambar ini menampilkan visualisasi PCA (Principal Component Analysis) dari fitur MFCC 

(Mel-frequency Cepstral Coefficients) dari rekaman suara hewan, di mana setiap titik adalah 

sampel suara yang diproyeksikan ke dalam dua komponen utama (PC1 dan PC2) dan 

diwarnai berdasarkan spesies. Meskipun ada sedikit pengelompokan, banyak spesies yang 

tumpang tindih, menunjukkan bahwa kedua komponen ini saja tidak cukup untuk pemisahan 

yang jelas. Visualisasi PCA ini digunakan untuk mengurangi dimensi data yang kompleks, 

mengidentifikasi pola awal atau cluster, dan memberikan pemahaman tentang seberapa 

efektif fitur MFCC dapat membedakan spesies sebelum proses klasifikasi lebih lanjut. 

 
 

 



 
 

3.1.8 Visualisasi t-SNE (t-Distributed Stochastic Neighbor Embedding) 

 
Gambar 3.9 t-SNE (t-Distributed Stochastic Neighbor Embedding) dari fitur 

MFCC 
 

Gambar ini menampilkan visualisasi t-SNE (t-Distributed Stochastic Neighbor Embedding) 

dari fitur MFCC dari rekaman suara hewan, memproyeksikan data ke dalam dua dimensi baru 

di mana titik-titiknya diwarnai berdasarkan spesies asalnya. T-SNE digunakan untuk 

mengurangi dimensi data dan mengungkapkan struktur klaster non-linear, dan dalam plot ini, 

meskipun ada beberapa pengelompokan yang lebih ketat dibandingkan dengan PCA, masih 

ada tumpang tindih yang signifikan antara berbagai spesies, yang menunjukkan kerumitan 

dalam membedakan mereka hanya dari fitur suara. 

 

Dibandingkan dengan visualisasi PCA sebelumnya, yang merupakan metode linier yang 

mempertahankan varians global, plot t-SNE ini berusaha mempertahankan jarak yang dekat 

antara titik-titik dalam ruang dimensi tinggi, yang sering kali menghasilkan kelompok yang 

terlihat lebih padat. Namun, tumpang tindih yang signifikan tetap ada di kedua visualisasi 

tersebut, yang menunjukkan bahwa fitur MFCC, baik yang direduksi secara linier (PCA) atau 

 



 
 

non-linier (t-SNE), memiliki keterbatasan dalam memisahkan secara sempurna semua spesies 

hewan berdasarkan karakteristik suaranya. 

3.1.9 Visualisasi 30 Spesies Terbanyak dalam Dataset dengan Nama Ilmiahnya 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
Gambar 3.10 Visualisasi 30 Spesies Terbanyak dalam Dataset dengan Nama Ilmiahnya 

 

Grafik batang vertikal berjudul “30 Spesies Teratas dalam Dataset” ini menyajikan frekuensi 

kemunculan 30 spesies teratas berdasarkan jumlah sampel. Sumbu horizontal menampilkan 

“Nama Ilmiah Spesies” yang dirotasi agar mudah dibaca, sedangkan sumbu vertikal 

menunjukkan “Jumlah Sampel” hingga 1000. Berdasarkan visualisasi ini, terlihat jelas bahwa 

“Pitangus sulphuratus” merupakan spesies dengan jumlah sampel terbanyak, mendekati 1000, 

diikuti oleh spesies lain seperti “Nyctidromus albicollis” dan “Tyrannus melancholicus”, 

yang menunjukkan penyebaran yang tidak merata di mana beberapa spesies lebih sering 

muncul di dalam set data dibandingkan spesies lainnya. 

3.2 Hasil Analisis Modelling dan Akurasi EDA 

1.​ Arsitektur Model 
Model klasifikasi ucapan pada penelitian ini dirancang menggunakan Keras 

(TensorFlow backend) dengan pendekatan bertahap menggunakan arsitektur Convolutional 

Neural Network (CNN). CNN dipilih karena kemampuannya dalam mengenali pola spasial 

dan temporal dari sebuah citra dua dimensi yang dihasilkan oleh fitur MFCC (Mel Frequency 

Cepstral Coefficients) yang merupakan representasi visual dari sinyal audio. 

 



 
 

 

Struktur arsitektur CNN yang digunakan adalah sebagai berikut: 

●​ 2 Conv2D layers, masing-masing menggunakan filter 3x3 dan fungsi aktivasi ReLU, efektif 

dalam menangkap pola lokal dari data MFCC. 

●​ MaxPooling2D layer diterapkan setelah setiap lapisan konvolusi untuk mengurangi dimensi 

fitur dan mencegah overfitting dengan mengurangi kompleksitas spasial. 

●​ Dropout layer  digunakan untuk mengurangi kemungkinan overfitting dengan menonaktifkan 

sejumlah neuron secara acak selama pelatihan. 

●​ Flatten layer untuk mengubah output 2D menjadi 1D sebelum memasuki dense layer. 

●​ The first dense layer dengan 64 neuron dan aktivasi ReLU. 

●​ The last dense layer menggunakan fungsi aktivasi Softmax untuk melakukan klasifikasi ke 

dalam sejumlah kelas spesies yang telah ditentukan. 

Gambar Code Arsitektur CNN: 

 

Gambar 3.2.1 Code Arsitektur CNN 

Model ini kemudian dikompilasi menggunakan: 

●​ Loss function: sparse_categorical_crossentropy karena label masih berupa bilangan bulat 

(tidak dikodekan satu-panas). 

●​ Optimizer: Adam, yang sangat populer untuk melatih model jaringan syaraf karena adaptif 

terhadap laju pembelajaran. 

●​ Evaluation metric: akurasi untuk memantau kinerja selama pelatihan dan validasi. 

 

Gambar Code Kompilasi: 

Gambar 3.2.2 Code Kompilasi 

 

 

 



 
 

2.​ Proses Pelatihan dan Validasi  

Sebelum pelatihan dilakukan, dataset dibagi menjadi dua bagian: 

●​ 80% untuk training data (X_train, y_train) 

●​ 20% validation data (X_val, y_val). 

Proses pelatihan dilakukan selama maksimal 50 epoch dengan ukuran batch 16. Untuk 

menghindari overfitting, digunakan strategi EarlyStopping, yang secara otomatis 

menghentikan pelatihan ketika tidak ada peningkatan val_loss selama beberapa epoch 

berturut-turut (dalam hal ini ditentukan oleh sabar = 5). 

Gambar Code Pelatihan (training): 

 

Gambar 3.2.3 Code Pelatihan (training) 

3.​ Visualisasi Kurva Akurasi 

Untuk mengevaluasi stabilitas dan proses pembelajaran model selama pelatihan, 

grafik akurasi pelatihan dan validasi per epoch dibuat. Visualisasi ini sangat penting untuk 

memahami apakah model mengalami overfitting (akurasi meningkat pada saat pelatihan 

namun menurun pada saat validasi) atau underfitting (akurasi rendah pada keduanya). 

Grafik yang dihasilkan menunjukkan tren akurasi pelatihan dan validasi yang meningkat dan 

konvergen, yang mengindikasikan bahwa model belajar dengan mantap dan tidak mengalami 

overfitting secara signifikan. 

Gambar Code Visualisasi: 

 

Gambar 3.2.4 Code Visualisasi Akurasi Kurva 

Visualisasi ini memberikan gambaran penting bahwa model dapat belajar dari data training dengan 

baik dan tetap mempertahankan akurasi yang tinggi pada data yang belum pernah dilihat sebelumnya 

(data validasi). Pada tahap akhir, model CNN diuji melalui leaderboard kompetisi dengan hidden test 

set, menghasilkan public score sebesar 0.581, yang tergolong kompetitif di leaderboard awal. 

 

 



 
 

3.3 Lampiran Code Project 

 
 
 
 
 

 
 
 

 



 
 

 
 
 

 



 
 

 
 
 

 



 
 

 

 



 
 

 
 
 
 
 
 

 
 

 



 
 

 
 

 
 
 
 
 

 



 
 

 

 



 
 

 
 
 
 
 
 
 
 
 
 

 
 
 

 



 
 

 

 



 
 

 
 

 



 
 

 

 

 



 
 

 

 
 

 

 



 
 

 
 

 



 
 

 
 

 



 
 

 

 



 
 

 

 



 
 

 
 

 
 

 



 
 

 

 



 
 

 
 

 



 
 

 
 

 



 
 

 
 

 

 



 
 

 

 
 

 
 

 
 

 



 
 

 
 

 
 

 



 
 

 
 



 
 

 

 

 



 
 

 

 
 
 

 



 
 

3.4 Inovasi dalam Project Ini 

A.​ Inovasi Kontekstual dan Local 

Proyek ini tidak hanya menerapkan teknik klasifikasi audio yang umum, tetapi 

juga menawarkan inovasi yang sangat kontekstual, yaitu penerapan CNN 

(Convolutional Neural Network) untuk mendeteksi spesies berdasarkan suaranya di 

wilayah tropis Kolombia. Wilayah ini, khususnya Lembah Magdalena Tengah, 

merupakan salah satu pusat keanekaragaman hayati di dunia, namun masih sangat 

sedikit penelitian klasifikasi akustik berbasis pembelajaran mesin. 

Sementara sebagian besar penelitian serupa berfokus pada wilayah subtropis atau 

beriklim sedang di Amerika Utara dan Eropa, proyek ini membawa pendekatan 

teknologi ke lingkungan tropis yang jauh lebih kompleks secara akustik. Hal ini 

termasuk tantangan kebisingan latar belakang alami seperti angin, hujan, serangga, 

dan tumpang tindihnya suara dari beberapa spesies pada satu waktu. Keberhasilan 

model dalam memproses data dari lingkungan ini menunjukkan bahwa arsitektur 

CNN fleksibel dan adaptif terhadap tantangan dunia nyata. 

B.​ Pemanfaatan Data Tidak Berlabel (Semi-Supervised) 

Inovasi lain yang diangkat dalam proyek ini adalah penggunaan lanskap suara 

yang tidak berlabel sebagai bagian dari strategi pembelajaran semi-pengawasan. 

Dalam banyak kasus konservasi, ketersediaan data berlabel sangat terbatas, terutama 

untuk spesies langka. Oleh karena itu, pendekatan ini menjadi sangat penting. Dengan 

menyertakan rekaman yang tidak berlabel dari lokasi yang sama, proyek ini membuka 

kemungkinan untuk menerapkan pelabelan semu, pelatihan mandiri, atau teknik 

pembelajaran representasi, yang memungkinkan model untuk memanfaatkan struktur 

alami data tanpa perlu anotasi manual secara penuh. Pendekatan ini menandai langkah 

pertama menuju solusi pemantauan keanekaragaman hayati berbasis AI yang lebih 

efisien, berbiaya rendah, dan terukur. 

C.​ Respons terhadap Kebutuhan Konservasi Lapangan 

Penggunaan CNN untuk klasifikasi suara tidak hanya merupakan implementasi dari 

teknologi mutakhir, tetapi juga menjawab kebutuhan konservasi yang konkret di 

lapangan. Banyak daerah tropis seperti Cagar Alam El Silencio di Kolombia memiliki 

banyak spesies yang belum tercatat secara sistematis. Metode pengamatan langsung 

membutuhkan biaya dan waktu yang lama, sehingga sistem deteksi otomatis berbasis 

suara menjadi solusi yang sangat dibutuhkan oleh para peneliti dan praktisi 

 



 
 

konservasi.Dengan menggunakan pendekatan ini, peneliti lapangan dapat 

memperoleh informasi yang lebih cepat dan lebih akurat mengenai keberadaan 

spesies, tren populasi, dan dampak intervensi restorasi ekosistem. Hal ini mendukung 

pengambilan keputusan berbasis data dan memungkinkan pemantauan 

keanekaragaman hayati secara real-time. 

D.​ Kontribusi Terhadap Ilmu dan Teknologi Konservasi 

Secara keseluruhan, proyek ini bukan hanya tentang keakuratan model atau penerapan 

CNN, tetapi juga tentang memberikan kontribusi nyata bagi ilmu konservasi dan 

teknologi konservasi alam. Dengan pendekatan berbasis konteks lokal, kemampuan 

untuk memanfaatkan data yang tidak berlabel, dan kepekaan terhadap kondisi ekologi 

tropis yang kompleks, proyek ini menunjukkan bahwa teknologi dapat digunakan 

secara strategis untuk mengatasi masalah global-dengan solusi yang relevan secara 

lokal. 

3.5 Lampiran Screenshoot Bukti Submission Kompetisi 

 

 



 
 

 

 
 

BAB IV 

KESIMPULAN DAN SARAN 

4.1 Kesimpulan 
​ Penelitian ini bertujuan untuk mengembangkan model klasifikasi berbasis 
Convolutional Neural Network (CNN) untuk mengidentifikasi spesies hewan dari data audio 
yang direkam di Cagar Alam El Silencio, Lembah Magdalena Tengah, Kolombia. 
Berdasarkan tahapan metodologi CRISP-DM - mulai dari pemahaman masalah, eksplorasi 
dan persiapan data, pemodelan, evaluasi, hingga implementasi awal - dapat disimpulkan 
bahwa pendekatan ini memiliki potensi yang besar dalam mendukung kegiatan konservasi 
dan pemantauan keanekaragaman hayati di daerah tropis. 

 



 
 

Model CNN berhasil dilatih menggunakan fitur MFCC yang diekstrak dari rekaman audio, 
dan mencapai akurasi public score sebesar 0.581. Meskipun akurasi ini masih rendah, proyek 
ini tetap menunjukkan kontribusi yang signifikan terutama dalam hal penerapan teknologi 
deep learning dalam konteks bioakustik tropis, serta eksplorasi awal strategi pembelajaran 
semi-supervised learning dengan menggunakan lanskap suara yang tidak berlabel. Selain itu, 
proyek ini juga menunjukkan pentingnya pemrosesan data audio yang benar dan representatif 
sebagai kunci keberhasilan klasifikasi akustik berbasis machine learning. Selain itu, 
penelitian ini memberikan pendekatan inovatif dalam memanfaatkan teknologi AI untuk 
mengatasi tantangan nyata di bidang konservasi - terutama di daerah yang memiliki 
keanekaragaman spesies yang tinggi tetapi tidak memiliki pemantauan otomatis. Dengan 
dukungan komunitas ilmiah, proyek ini membuka peluang kolaborasi antara teknologi dan 
ekologi, serta mempercepat proses pemantauan populasi satwa liar secara lebih efisien dan 
berkelanjutan. 

4.2 Saran 
Untuk meningkatkan kualitas hasil dan memperluas cakupan manfaat dari proyek ini, ada 
beberapa saran yang dapat digunakan sebagai referensi untuk pengembangan lebih lanjut: 

A.​ Perbaikan dan Validasi Ekstraksi Fitur Audio: 
Penting untuk memastikan bahwa proses ekstraksi fitur (MFCC atau mel spektogram) 
dilakukan secara konsisten, termasuk segmentasi, normalisasi, pemangkasan, dan 
penyaringan. Kualitas fitur input sangat menentukan kinerja akhir model. 

B.​ Evaluasi Menggunakan Metrik Tambahan: 
Selain akurasi, perlu dilakukan evaluasi dengan menggunakan metrik seperti 
precision, recall, F1-score, dan confusion matrix untuk mendapatkan gambaran yang 
lebih komprehensif mengenai performa model, terutama dalam menghadapi data yang 
tidak seimbang. 

C.​ Penggunaan Arsitektur Model yang Lebih Kompleks: 
Direkomendasikan untuk mencoba arsitektur CNN yang lebih dalam atau 
menggunakan model yang sudah terlatih seperti VGGish atau YAMNet yang telah 
dioptimalkan untuk data audio. Transfer learning dapat membantu mengatasi 
keterbatasan data pelatihan. 

D.​ Penerapan Pembelajaran Semi Terawasi: 
Potensi data yang tidak berlabel sangat besar, terutama dalam kondisi data spesies 
langka yang terbatas. Teknik seperti pelabelan semu dan pelatihan mandiri dapat 
mulai diterapkan untuk meningkatkan generalisasi model. 

E.​ Augmentasi dan Regularisasi Data: 
Penambahan teknik augmentasi data seperti pergeseran pitch, peregangan waktu, dan 
injeksi noise dapat memperkaya variasi data dan meningkatkan kemampuan 
generalisasi model ke kondisi lapangan yang sebenarnya. 

Dengan pengembangan lebih lanjut, proyek ini tidak hanya berpotensi sebagai alat bantu 
ilmiah, tetapi juga sebagai solusi teknologi nyata dalam upaya pelestarian lingkungan dan 
keanekaragaman hayati di daerah tropis. 
 

 



 
 

4.3 Peran Anggota 
A.​ Ricardo Cipta (00000098947) : Membuat Kodingan Project 
B.​ Bonardo Gregorius B.S  (00000097365): Membuat Kodingan Project 
C.​ Jonathan Chandra - (00000094067): Membuat Laporan 
D.​ Samuel Christophorus.W (00000100797): Membuat Laporan 
E.​ Gabriel Yohanes.A (00000082326) - Mengedit Video 
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