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Abstract—Sektor farmasi saat ini sedang mengalami
transformasi digital yang besar-besaran, dengan data sebagai
aset strategis untuk mengatasi ketidakseimbangan antara
ketersediaan stok dan permintaan pasar. Safe Medicare
menghadapi tantangan berupa sistem yang terfragmentasi,
yang mengakibatkan inefisiensi operasional dan risiko kerugian
finansial. Studi ini bertujuan untuk menerapkan kerangka
kerja analitik prediktif menggunakan BigQuery Machine
Learning (BQML) untuk mengoptimalkan manajemen
inventaris dan kepuasan pelanggan. Metodologi penelitian
mencakup proses persiapan data, engineering fitur, dan
pengembangan dua model utama: regresi linier untuk
peramalan permintaan stok dan regresi logistik untuk
klasifikasi tingkat kepuasan pelanggan. Hasil evaluasi
menunjukkan Kinerja model yang luar biasa, di mana model
prediksi kategori obat mencapai nilai R, sebesar 0.997 dengan
MAE 6.83, sementara model kepuasan pelanggan mencapai
skor akurasi sempurna (1.0). Temuan visualisasi data
mengungkapkan fluktuasi musiman yang signifikan, dengan
penjualan puncak selama musim kemarau mencapai 500 unit.
Implementasi solusi ini berhasil mengintegrasikan pola
pengambilan keputusan berbasis data yang memitigasi risiko
kehabisan stok, mengurangi beban kerja manual staf dari 15
jam menjadi 4 jam, dan memastikan akses berkelanjutan ke
obat-obatan bagi pasien.

Keywords—BigQuery Machine Learning, Farmasi, Peramalan
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I. LATAR BELAKANG & PEMAHAMAN BISNIS

A. Latarbelakang/Research Materials

Bidang farmasi saat ini tengah mengalami transformasi
digital yang besar-besaran, di mana data tidak lagi sekadar
produk sampingan operasional, melainkan telah berubah
menjadi aset strategis yang krusial [1]. Dalam ekosistem yang
semakin kompetitif, kemampuan untuk mengelola informasi
dengan cepat dan akurat telah menjadi faktor penentu dalam
keberlanjutan suatu institusi kesehatan. Bagi Safe Medicare,
integrasi teknologi digital merupakan keharusan untuk
merespons fluktuasi pasar, namun pada kenyataannya,
perusahaan masih menghadapi tantangan fundamental dalam
menyelaraskan kapasitas internalnya dengan kebutuhan pasar
yang terus berubah [2].

Tantangan bisnis paling krusial bagi Safe Medicare saat ini
adalah  ketidakseimbangan  yang  signifikan  antara
ketersediaan stok obat dan permintaan pasien yang
sebenarnya [3]. Permasalahan ini berasal dari sistem yang
terfragmentasi dan data yang terpisah-pisah di berbagai unit,
yang menghambat visibilitas komprehensif terhadap rantai
pasokan. Akibatnya, anomali operasional muncul, seperti
keterlambatan dalam pengambilan keputusan strategis dan
kelangkaan obat-obatan kritis pada musim tertentu, seperti

obat flu selama musim hujan. Di sisi lain, akurasi prediksi
yang lemah juga memicu penumpukan stok obat-obatan yang
kurang populer, yang secara langsung membebani efisiensi
perusahaan [4].

Implikasi dari inefisien ini tidak hanya terbatas pada angka di
atas kertas, tetapi juga mencakup risiko kerugian finansial
nyata akibat potensi penjualan yang hilang dan biaya
penyimpanan gudang yang meningkat [5]. Selain itu,
kegagalan dalam manajemen persediaan  memiliki
konsekuensi serius bagi keselamatan dan kepuasan pasien.
Ketika obat-obatan yang dibutuhkan tidak tersedia pada saat-
saat kritis, reputasi Safe Medicare sebagai penyedia layanan
kesehatan yang terpercaya terancam [6]. Oleh karena itu,
diperlukan terobosan untuk mengubah pola kerja tradisional
menjadi sistem yang lebih fleksibel dan responsif.

Mengacu pada potensi yang diuraikan dalam berbagai studi
kasus industri, implementasi analitik big data telah terbukti
menciptakan keunggulan kompetitif dengan meningkatkan
efisiensi operasional hingga 60% [7]. Berdasarkan hal
tersebut, studi ini berfokus pada desain dan implementasi
kerangka kerja analitik prediktif yang memanfaatkan
teknologi BigQuery Machine Learning (BQML). Teknologi
ini dipilih karena kemampuannya memproses volume besar
data yang beragam secara real-time, memungkinkan
perusahaan melakukan analisis mendalam tanpa perlu
memindahkan data dari data warehouse [8].

Melalui penerapan solusi berbasis BQML ini, Safe Medicare
diharapkan dapat menghasilkan ramalan permintaan obat
yang jauh lebih akurat, memberikan rekomendasi pengadaan
yang dinamis, serta mengaktifkan sistem peringatan dini
terhadap risiko kehabisan stok [9]. Tujuan akhirnya adalah
melakukan transformasi paradigma manajemen persediaan;
dari yang semula bersifat reaktif dan mengandalkan intuisi
manusia, menjadi proaktif dan sepenuhnya didorong oleh data
(data-driven). Dengan demikian, perusahaan tidak hanya
mampu mengoptimalkan profitabilitas, tetapi juga menjamin
ketersediaan akses obat bagi pasien secara berkelanjutan [10].

B. Literature Review

1. Judul Jurnal: Predictive Analytics for Drug
Inventory Management in Healthcare [6]

Penelitian ini membahas integrasi analisis big data dan
machine learning (ML) dalam rantai pasok farmasi dan
kesehatan sebagai pendekatan transformatif untuk
mengatasi tantangan kritis terkait prediksi kekurangan obat,
peramalan permintaan, dan optimasi persediaan. Tinjauan
literatur ini menyintesis temuan dari artikel jurnal oleh Joshi
dkk. (2025), yang memberikan gambaran komprehensif
tentang penerapan terkini analisis prediktif dalam
operasional apotek rumah sakit [6].



Dalam penelitian ini, para penulis menggunakan berbagai
teknik ML seperti jaringan Long Short-Term Memory
(LSTM), klasifikasi Random Forest, Gradient Boosting
Machines (GBM), dan Support Vector Machines (SVM).
Mereka menyoroti metodologi yang digunakan dalam
implementasi yang berbeda, termasuk pembelajaran
terawasi untuk tugas klasifikasi dan peramalan deret waktu
untuk peramalan permintaan, untuk menganalisis dataset
besar yang dihasilkan dari catatan kesehatan elektronik,
sistem dispensing farmasi, basis data pemasok, dan sumber
epidemiologi eksternal [6].

Hasil penelitian menunjukkan bahwa teknik Machine
Learning (ML) secara signifikan meningkatkan proses
manajemen persediaan di beberapa area operasional kunci:

e Peramalan Permintaan yang Akurat: Penggunaan
algoritma LSTM mengurangi kesalahan persentase
absolut rata-rata (MAPE) dari 22,5% menjadi 12,3%
dan mengurangi risiko kehabisan stok sebesar
66,7%.

o Kiasifikasi dan Prioritisasi Stok: Teknik Random
ForesttGBM membantu mengidentifikasi risiko
obat, yang berhasil mengurangi limbah akibat obat
kadaluwarsa sebesar 65,4%.

e Optimasi Rantai Pasokan: ML memitigasi
gangguan logistik dan mengoptimalkan jumlah
pesanan berdasarkan kinerja pemasok secara real-
time.

o [Efisiensi Operasional: Otomatisasi tugas rutin
mengurangi beban kerja staf apotek dalam
mengelola inventaris dari 15 jam menjadi hanya 4
jam per minggu.

2. Judul Jurnal: Intergrating Artificial Intelligence
and Data Analytic for Supply Chain Optimization in
the Pharmaceutical Industry [11]

Riset ini mengkaji integrasi Kecerdasan Buatan (AI) dan
analitik data sebagai kerangka kerja komprehensif untuk
mengoptimalkan proses rantai pasok end-to-end di sektor
farmasi. Tinjauan literatur ini mensintesis temuan
eksperimental dari artikel jurnal oleh Swarnkar dkk. (2024),
yang memberikan evaluasi kuantitatif terhadap berbagai
algoritma Al yang diterapkan pada fungsi inti rantai pasok,
mulai dari peramalan hingga logistik [11].

Pada penelitian ini, para penulis mengimplementasikan dan
membandingkan serangkaian teknik AI, termasuk Regresi
Linier, Regresi Hutan Acak, Pengelompokan K-Means, dan
Jaringan Saraf Tiruan Deep Learning, dengan optimasi yang
ditangani oleh Algoritma Genetika dan Simulated Annealing.
Studi ini menggunakan metodologi eksperimental yang ketat,
menerapkan algoritma-algoritma tersebut pada masalah rantai
pasok yang berbeda: pemodelan prediktif untuk peramalan
permintaan, pembelajaran tanpa pengawasan untuk
segmentasi  persediaan, dan teknik optimasi untuk
perencanaan logistik. Ulasan ini secara kuantitatif menyoroti
keunggulan metode ensembel dan deep learning dibandingkan
pendekatan  statistik  tradisional dalam  menangani

kompleksitas dan non-linearitas data rantai pasok farmasi
[11].

Hasil penelitian menunjukkan bahwa Al dan analitik data
memberikan peningkatan kinerja yang terukur di seluruh
rantai pasok terintegrasi:

e Peramalan Permintaan: Regresi Hutan Acak
(Random Forest Regression) outperforms Regresi
Linier dengan MAPE sebesar 6,50% dan R? sebesar
0,90. Model ini lebih efektif dalam mengidentifikasi
pola non-linier seperti tren penyakit musiman dan
dampak promosi.

e Optimasi Persediaan: K-Means Clustering
membagi produk menjadi 5 kluster berdasarkan
keuntungan dan risiko. Hal ini memungkinkan
kebijakan  persediaan yang lebih  personal,
mengurangi modal terikat, dan menurunkan tingkat
kadaluwarsa.

e Perencanaan Produksi: Deep Learning
memberikan hasil terbaik untuk penjadwalan
(MAPE 5,80%). Algoritma ini mengintegrasikan
data kinerja mesin dan riwayat pemeliharaan untuk
meminimalkan waktu henti.

e Logistik & Distribusi: Algoritma Genetika terbukti
lebih efisien daripada Simulated Annealing,
mengurangi biaya hingga $150.000 dengan waktu
pengiriman 5 hari. Hal ini krusial untuk menjaga
integritas rantai dingin obat-obatan sensitif.

3. Judul Jurnal: Optimizing Pharmaceutca Supply
Chain Management through Al-driven Predictive
Analytics: A conceptual framework [13]

Penelitian ini menyajikan kerangka konseptual sistematis
untuk integrasi kecerdasan buatan (Al) dan analitik prediktif
dalam mengelola kompleksitas unik yang melekat pada rantai
pasok farmasi. Tinjauan literatur ini mensintesis kontribusi
teoretis dan struktural dari makalah konseptual oleh Adekola
dkk. (2024), yang melampaui evaluasi algoritma spesifik
untuk  mengusulkan arsitektur  holistik dan  dapat
diimplementasikan dalam transformasi digital logistik farmasi
[13].

Para penulis fokus pada integrasi tingkat tinggi antara
machine learning, data mining, dan peramalan permintaan
prediktif sebagai teknik Al inti, menempatkannya sebagai alat
strategis untuk mengatasi tantangan sistemik daripada solusi
titik terpisah. Kerangka kerja ini menekankan pandangan
berorientasi proses, dengan merinci komponen-komponen
berurutan yang esensial untuk kesuksesan: pengumpulan data
dari sumber yang beragam, mekanisme pemrosesan dan
integrasi canggih, serta integrasi yang mulus dengan sistem
Enterprise Resource Planning (ERP) dan Supply Chain
Management (SCM) yang sudah ada untuk memfasilitasi
pengambilan keputusan real-time yang dapat ditindaklanjuti.
Ulasan ini menekankan bahwa adopsi teknologi saja tidak
cukup; kerangka kerja ini sama-sama memprioritaskan faktor-
faktor keberhasilan kritis seperti manajemen perubahan
organisasi, tata kelola data, dan kolaborasi lintas fungsi untuk
memastikan implementasi yang efektif dan penciptaan nilai
yang berkelanjutan [13].



e Pengambilan Keputusan Proaktif & Manajemen
Risiko: Mengubah pola kerja dari reaktif menjadi
proaktif melalui simulasi skenario dan data real-time.
Hal ini  memungkinkan  manajer  untuk
mengantisipasi gangguan (penundaan
pemasok/lonjakan permintaan) sebelum masalah
terjadi.

o [Efisiensi Persediaan (Optimasi Persediaan):
Menyeimbangkan ketersediaan persediaan dengan
biaya melalui kebijakan persediaan dinamis. Sistem
menyesuaikan persediaan cadangan berdasarkan
perkiraan permintaan, mengurangi modal yang
terikat dan limbah yang kadaluwarsa.

e Kepatuhan & Jaminan Kualitas: Otomatisasi
pelaporan kepatuhan dan penyediaan jejak audit
digital dari bahan baku hingga pasien. Hal ini
memudahkan audit regulasi (seperti GDP) dan
menjaga integritas produk.

e Respons terhadap Fluktuasi Permintaan:
Meningkatkan  kelincahan dalam  merespons
lonjakan permintaan (misalnya, epidemi). Prediksi
yang akurat memastikan perencanaan produksi yang
tepat sehingga obat tersedia pada waktu dan tempat
yang tepat [3].

II. PERFORMANCE MEASURE AND DATA VISUALISATION

A. Performance Measure

Evaluasi model dilakukan untuk memastikan bahwa sistem
Safe Medicare memberikan prediksi yang andal untuk
pengelolaan obat-obatan. Metrik dibagi berdasarkan dua
model utama yang dikembangkan:

1. Metrik untuk Model
Regression)

Klasifikasi  (Logistic

Digunakan untuk mengukur
katergori obat.

dan memprediksi

e Accuracy: Mengukur persentase prediksi
kategori obat yang benar dibandingkan dengan
total data.

e Presicion: Sangat penting untuk memastikan
bahwa jika model memprediksi suatu obat
masuk ke dalam kategori “Risiko Tinggi”, obat

tersebut memang berisiko tinggi
(meminimalkan False Positives).
e Recall (Sensitivitas): Dalam  konteks

perawatan kesehatan (Safe Medicare), Recall
adalah yang paling kritis. Kami ingin
memastikan bahwa sistem tidak melewatkan
obat yang seharusnya diklasifikasikan sebagai
kritis (meminimalkan False Negatives).

e F1-Score: Memberikan keseimbangan antara
Precision dan Recall, terutama jika jumlah data
antara kategori obat tidak seimbang (misalnya,
obat langka vs. obat umum).

e AUC-ROC: Mengevaluasi kemampuan model
untuk membedakan antara satu kategori dan
kategori lain secara keseluruhan.

2. Metrik untuk Model Regresi (Linear Regression)

Model ini digunakan sebagai peramalan permintaan
stok dari pelanggan dalam farmasi ’Safe Medicare”

e RMSE (Root Mean Squared Error):
Mengukur rata-rata besarnya kesalahan
prediksi. Karena memberikan bobot lebih
besar pada kesalahan yang besar, metrik ini
berguna untuk memastikan bahwa tidak ada
prediksi peringkat atau saham yang terlalu
jauh dari target.

e MAE (Mean Absolute Error): Memberikan
rata-rata kesalahan yang lebih mudah
dipahami oleh staf operasional (misalnya,
“Prediksi kami menyimpang rata-rata 0,5
poin peringkat”).

e R, (Coefficient of Determination):
Menunjukkan sejauh mana variabel dalam
data (seperti harga, jenis obat, atau lokasi)
dapat menjelaskan variasi dalam peringkat
pelanggan.

e MAPE (Mean Absolute Percentage
Error): Mengukur kesalahan dalam bentuk
persentase, yang sangat berguna jika Anda
ingin mengetahui akurasi relatif prediksi
permintaan obat.

B. Data Visualization

Visualisasi data pada tahap ini bertujuan untuk
menyederhanakan kumpulan data besar seperti catatan
kesehatan elektronik dan riwayat penjualan menjadi
wawasan yang mudah dipahami guna mendukung
pengambilan keputusan yang proaktif.

1. Hasil Total Penjualan Setiap Musim

total_penjualan by season

Hujan Pancaroba

Gambar 2.1 Visualisasi Hasil Total Penjualan Setiap Musim

Gambar visualisasi 2.1 memberikan sebuah insight yang
menunjukkan fluktuasi yang signifikan dalam tren, Bahwa s
sumbu vertikal menunjukkan jumlah penjualan hingga 1.800
unit, sedangkan sumbu horizontal mewakili kategori musim.
Musim Kemarau mencatat penjualan tertinggi yang
mendekati 1.800 unit, diikuti oleh Musim Hujan sekitar 1.000
unit, dan Musim Pancaroba sebagai yang terendah dengan
sekitar 500 unit penjualan.
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2. Dampak Promosi terhadap Volume Penjualan
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Gambar 2.2 Hasil Promosi dalam jumlah Volume Penjualan

Pada gambar grafik 2.2 yang menunjukkan Dampak Promosi
terhadap Volume Penjualan (rata-rata penjualan per kategori
obat), dapat dilihat bahwa kategori Antidiabetes memiliki
rata-rata penjualan tertinggi, sekitar 520 unit, diikuti oleh
Hipertensi sekitar 470 unit, menunjukkan bahwa promosi
sangat efektif untuk obat-obatan penyakit kronis dengan
kebutuhan rutin. P3K juga menunjukkan respons promosi
yang cukup kuat dengan rata-rata sekitar 370 unit, sementara
Obat Flu & Batuk berada di level menengah, masing-masing
sekitar 210 unit dan Vitamin berjumlah 180 unit. Sebaliknya,
Obat Kulit hanya mencapai sekitar 120 unit, dan Analgesik
dan Antibiotik mencatat volume terendah, masing-masing di
bawah 140 unit, menunjukkan bahwa promosi memiliki
dampak yang kurang signifikan pada kategori obat yang
umumnya dibeli secara insidental atau berdasarkan
kebutuhan mendesak.

3. Scatter Plot Mengenai Waktu Tunggu dan Kepuasan
Pelanggan
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Gambar 2.3 Visualisasi Scatter Plot Titik Kesabaran Pelanggan

Pada gambar 2.3 yang berisi tentang visualisasi scatter plot
ini secara strategis memetakan hubungan antara waktu
tunggu pelanggan dan kualitas konsultasi untuk menentukan
tingkat kesabaran konsumen Safe Medicare. Data
menjelaskan hubungan antara waktu tunggu (dalam menit)
pada sumbu horizontal dan kualitas konsultasi (pada skala
numerik, berkisar dari 1 hingga 5) pada sumbu vertikal,
menunjukkan pola titik data di mana waktu tunggu yang lebih
singkat (sekitar 0—20 menit) umumnya terkait dengan skor
kualitas konsultasi yang lebih tinggi, sementara waktu tunggu
yang lebih lama (di atas 60 menit) cenderung memiliki skor
kualitas konsultasi yang lebih rendah.

4. Line Chart Visualisasi Penjualan Bulanan
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Gambar 2.4 Visualisasi Line Chart Hasil Penjualan Bulanan

Penggambaran dari gambar 2.4 mengenai tren penjualan
bulanan pada grafik menunjukkan tren penjualan total dari
Februari hingga November 2023 (zona waktu UTC+7)
dengan pola fluktuasi yang cukup signifikan, puncak
penjualan tertinggi terjadi sekitar awal April 2023, diikuti
oleh penurunan pada Mei, kemudian naik kembali pada Juni
dan Juli, sebelum mengalami penurunan bertahap dari
Agustus hingga November 2023 dengan titik terendah pada
akhir periode.

II1I. DATA PREPARATION AND EXPLORATORY DATA
ANALYSIS

A. Eksploration Process
1. Analisis Korelasi Ketersediaan Obat

status_kepuasan, total_responden, percentage by drug_availability

Gambar 3.1 Visualisasi Korelasi Ketersediaan Obat

Pada gambar 3.1 yang memberikan gambaran dalam korelasi
Variabel ketersediaan obat ini menunjukkan bahwa tingkat
kepuasan responden meningkat seiring dengan peningkatan
ketersediaan obat. Pada kategori Full, persentase kepuasan
tertinggi dibandingkan dengan kategori lain, menunjukkan
bahwa ketersediaan obat yang lengkap memiliki dampak
sangat positif terhadap persepsi dan kepuasan pasien.
Sebaliknya, pada kategori Partial dan terutama Empty, tingkat
kepuasan cenderung lebih rendah, menunjukkan bahwa obat
yang terbatas atau tidak tersedia dapat secara signifikan
mengurangi pengalaman layanan. Secara keseluruhan, grafik
ini mengonfirmasi hubungan positif yang kuat antara
ketersediaan obat dan tingkat kepuasan pelanggan.

2. Analisis Variabel Kuantitatif
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Gambar 3.2 Visualisasi Korelasi Ketersediaan Obat
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Analisis variabel kuantitatif pada visualisasi gambar 3.2 ini
menunjukkan perbedaan karakteristik data yang cukup jelas
antara variabel Wait Time (Menit), Consultation Quality, dan
Price Satisfaction berdasarkan nilai minimum, maksimum,
rata-rata, serta standar deviasi. Variabel Wait Time memiliki
rentang nilai dan standar deviasi terbesar, menandakan
variasi waktu tunggu yang tinggi antar responden, sehingga
menjadi faktor yang paling tidak konsisten dalam
pengalaman layanan. Sebaliknya, Consultation Quality dan
Price Satisfaction memiliki rentang nilai yang lebih sempit
dengan rata-rata yang relatif stabil, menunjukkan persepsi
responden yang lebih seragam terhadap kualitas konsultasi
dan kepuasan harga. Hal ini mengindikasikan bahwa
pengelolaan waktu tunggu perlu mendapat perhatian khusus
karena memiliki tingkat fluktuasi paling besar dibandingkan
variabel kuantitatif lainnya.

A. Data Preparation

Tahapan ini bertujuan untuk memberikan pembersihan dalam
Dataset yang akan digunakan untuk pembuatan model
tersebut dan memberikan data yang konsisten untuk di analisis
lebih jauh.

1. Data Cleaning
B cleaned_customer_feedback Yr &
B cleaned_farma_sales w3
B customer_feedback oo
B farma_sales_history woof

Gambar 3.3 Hasil dari Data Cleaning dalam customer_feedback dan
farma_sales

Terlihat dalam gambar 3.3 tahapan ini penting dalam proses
Data Cleaning karena diperlukan dalam kualitas hasil analisis
dan model machine learning sangat bergantung pada kualitas
data yang digunakan. Pembersihan ini digunakan untuk
penanganan nilai null, penghapusan data yang bersifat tanpa
adanya target, mengurangi data bias, pelatihan model dan
konsistensi antar atribut.

2. Feature Engineering

a. Dataset farma_sales

-- Feature Engineering farma_sales
CREATE OR REPLACE TABLE is429-bda-jonathanchandra.safe_medicare_data.features_farma_sales AS
SELECT
*,
EXTRACT(MONTH FROM transaction_date) AS month_number, -- Fitur bulan (1-12)
EXTRACT(DAYOFWEEK FROM transaction_date) IN (1, 7) AS is_weekend, -- Fitur akhir pekan
CASE
WHEN qty_sold > 158 THEN 1
ELSE @
END AS is_high_demand -- Label tambahan untuk klasifikasi stok
FROM
"15429-bda-jonathanchandra. safe_medicare_data.cleaned_farma_sales” ;

Gambar 3.4 Kode Feature Engineering farma_sales

Pada gambar 3.4 terdapat kode Featrue Engineering dalam
farma_sales yang dibuat dalam tabel dataset baru dengan
nama features farma sales berisi data penjualan obat yang
telah diperkaya dengan fitur tambahan untuk analisis dan
tujuan pembelajaran mesin. Selain mempertahankan semua
kolom dari data penjualan yang telah dibersihkan, kueri ini
menambahkan fitur waktu seperti month number untuk
menangkap pola  musiman, is weekend  untuk
mengidentifikasi transaksi yang terjadi pada akhir pekan, dan

fitur target tambahan is_high demand yang
mengklasifikasikan tingkat permintaan obat berdasarkan
volume penjualan (qty_sold > 150).

b. Dataset customer_feedback

Terdapat dalam gambar 3.5 yang melakukan sebuah feature
engineering dalam data customer feedback yang sudah
dilakukan data cleaning untuk membentuk table data baru
dengan nama features_customer_feedback yang memperkaya
data  hasil pembersihan sebelumnya. Fitur  baru
wait_time category dibuat dengan mengelompokkan waktu
tunggu ke dalam kategori Cepat, Normal, dan Lama agar pola
kepuasan pelanggan lebih mudah dipelajari oleh model
machine learning, sementara fitur logis
is_service but no_stock menggabungkan kualitas konsultasi
yang baik dengan kondisi ketersediaan obat kosong untuk
menangkap situasi kontradiktif yang berpotensi menurunkan
kepuasan pelanggan.

-- Feature Engineering customer_feedback
CREATE OR REPLACE TABLE "1is429-bda-jonathanchandra.safe medicare_data.features_customer_feedback  AS
SELECT

*

-~ Mengelompokkan waktu tunggu agar model lebih mudah belajar

CASE
WHEN wait_time_minutes <
WHEN wait_time_minutes <
ELSE 'Lama’

END AS wait_time_category,

-- Fitur gabungan: Pelayanan bagus tapi stok kosong

(consultation_quality »= 4 AND drug_availability = 'Empty’) AS is_service_but_no_stock

FROM
"is429-bda-jonathanchandra. safe_medicare_data.cleaned_customer_feedback " ;

5 THEN ‘Cepat’
30 THEN ‘Normal'

Gambar 3.5 Kode Feature Engineering customer feedback
3. Transformasi Dataset
a. Dataset customer_feedback

Kode pada gambar 3.6 menunjukkan sebuah proses
transformasi dataset dalam customer feedback
menunjukkan pembuatan tabel baru bernama
final training_data, yang akan digunakan sebagai
data pelatihan untuk model pembelajaran mesin.

-- Transformasi Dataset Customer Feedback

CREATE OR REPLACE TABLE “is429-bda-jonathanchandra.safe_medicare_data.final_training_data’

SELECT
CAST(rating_class AS INT&4) AS label,
wait_time_minutes,
drug_availability,
consultation_quality,
price_satisfaction

FROM
“is429-bda-jonathanchandra.safe_medicare_data.features_customer_feedback ;

Gambar 3.6 Code Transformasi Dataset customer feedback

Query ini memilih fitur-fitur kunci seperti waktu tunggu,
ketersediaan obat, kualitas konsultasi, dan kepuasan harga,
serta mengubah kolom target rating class menjadi tipe
numerik (INT64) dan menamainya sebagai label, sehingga
format data sesuai untuk pelatihan dan evaluasi klasifikasi
model menggunakan BigQuery Machine Learning.

b. Dataset farma_sales

-- Transformasi Datasel Farma Sales

CREATE OR REPLACE TABLE “is429-bda-jonathanchandra.safe_medicare_data.final_sales_training_data’

SELECT
-- gty_sold sebagai label (target prediksi) dalam format FLOATA4 agar presisi
CAST(qty_sold AS FLOATGE4) AS label,
drug_category,
-- Memastikan unit_price dalam format numerik yang konsister
CAST(unit_price AS FLOATS4) AS unit_price,
season,
-- Mengonversi marketing_promo menjadi INT&4 (@ atau 1)
CAST(marketing_promo AS INTE4) AS marketing_promo,
-- Menambahkan fitur bulan dari hasil feature engineering sebelumnya
CAST(month_number AS INT&4) AS month_number,
-- Menambahkan fitur weekend [BOOLEAN)
is_weekend

FROM
"15429-bda-jonathanchandra.safe_medicare_data. features_farma_sales

Gambar 3.7 Code Transformasi Dataset farma_sales

AS

AS



Ditunjukkan dalam gambar 3.7 yang melakukan sebuah
transformasi ahkir dalam dataset farm_sales dengan tabel data
yang bernama final sales training yang siap digunakan
sebagai data pelatihan model machine learning. Query ini
menetapkan qty sold sebagai label prediksi dalam format
numerik FLOAT64, menstandarkan tipe data fitur penting
seperti unit_price dan marketing promo, serta menyertakan
fitur musiman dan perilaku seperti season, month number,
dan is weekend yang dihasilkan dari proses feature
engineering sebelumnya, sehingga dataset memiliki struktur
dan tipe data yang konsisten untuk mendukung proses
pelatihan dan evaluasi model BigQuery Machine Learning.

IV. DATA MODELING AND EVALUATION

A. Validation Model Performance

1. Logistic Regression

Job information Results Visualization JSON Execution details Execution graph

Row recision recall ¥ accuracy 1_score ~ log_loss roc_aue ¥
2 P % ¥ - 4

4 4 %
1 1.0 10 1.0 1.0 0011431938042, 1.0

Gambar 4.1 Performance Measure dalam Model Logistic
Regression Model (model customer_satisfaction)

Berdasarkan hasil analisis gambar 4.1, model Menunjukkan
kinerja sempurna dengan presisi, recall, akurasi, dan nilai
fl score semuanya mencapai 1.0. Metrik-metrik ini,
didukung oleh nilai roc_auc sebesar 1.0 dan log_loss yang
sangat rendah (0.011), menunjukkan bahwa model memiliki
kemampuan luar biasa untuk mengklasifikasikan tingkat
kepuasan pelanggan secara akurat tanpa kesalahan prediksi.
Implementasi model presisi ini sangat penting bagi Safe
Medicare untuk memvalidasi pelanggan melalui data empiris,
memungkinkan perusahaan untuk mengambil keputusan
proaktif dalam menjaga kualitas layanan konsultasi yang
optimal.

2. Linear Regression

mean_squarad_lo., p,

0.028302551584..,

Row P mean_absolute_g p mean_squared n'...A

1 15.99033214729... 422.3385313192..,

median_absolute P r2_score =« P

0.978278275064...

explained_variance ¥
£

11.961038470617.., 0.978300761777...

Gambar 4.2 Performance Measure dalam Model Linear Regression
Model (medicine category prediction_model)

Pada Gambar 4.2 menunjukkan hasil Model prediksi kategori
obat menunjukkan kinerja yang mengesankan dan akurat
dalam mendukung manajemen persediaan Safe Medicare.
Model ini mencapai skor
R, sebesar 0.9783 yang berarti 97,83% atau hampir sempurna
yang berarti variabel prediktor mampu menjelaskan hampir
seluruh variasi dalam data permintaan obat. Dengan tingkat
kesalahan yang sangat rendah, yaitu Mean Absolute Error
(MAE) sebesar 15,99 dan Mean Squared Error (MSE) sebesar
422,33, serta Median Absolute Error tercatast sebesar 11,96.
model ini memberikan landasan yang andal untuk
memprediksi lonjakan permintaan musiman. Akurasi tinggi
ini sejalan dengan tujuan kerangka kerja ilmu data untuk
meminimalkan risiko kehabisan stok dan pemborosan obat,

yang secara sistematis meningkatkan efisiensi operasional
perusahaan.

B. Data Modelling

1. Linear Reggression

Kode Query ini yang ditunjukkan pada gambar 4.3,
Menjalankan model Regresi Linier guna memprediksi volume
penjualan obat di masa depan berdasarkan data pelatihan
final sales training data. Kode ini menginstruksikan model
medicine category prediction model untuk memproses
berbagai fitur kunci seperti kategori obat, harga per unit, tren
musiman, promosi pemasaran, dan pengaruh akhir pekan
untuk menghasilkan perkiraan permintaan yang akurat.

SELECT
*

FROM
ML .PREDICT(MODEL "1is429-bda-jonathanchandra.safe_medicare_data.medicine_category_prediction_model’,

(
SELECT
drug_category,
unit_price,
season,
marketing_promo,
month_number,
is_weekend,
label AS actual_qty_sold --
FROM
"i8429-bda- jonathanchandra.safe_medicare_data.final_sales_training data
LIMIT 18 -- Mengambil 18 contoh data saja
)
)i

Menyertakan data-asli untuk- perbandingan

Gambar 4.3 Kode Query Linear Reggression

iLp
600000 | e 0 false
600000 Fujan 0 false
280000 | Hujan 1 2 taise
120000 | Hujan 2 faise
150000 | Hja 2 false
100000 Fujan 2 false
100008 Hujan 1 2 taise

0000 | Fujan

30000 | Kemarau

25000

80000 | Ke

250000

Obat Flu & Batuk 800D | Kemarau 8 e

Gambar 4.4 Output Linear Reggression

Pada Gambar 4.4 tersebut terlihat hasil output Perkiraan yang
sangat akurat dalam mensimulasikan kebutuhan stok aktual
untuk operasi Safe Medicare. Berdasarkan 30 titik data sampel
yang ditampilkan, nilai predicted label menunjukkan
kesesuaian yang signifikan dengan nilai actual qty sold,
misalnya pada barisan 27 dalam kategori Antibiotik selama
musim hujan, yang diperkirakan sebesar 120,0 unit
dibandingkan dengan data aktual sebesar 120 unit.

2. Logistic Reggression

SELECT
*

FROM

ML.PREDICT (MODEL  "is429-bda-jonathanchandra.safe_medicare_data.model_customer_satisfaction®,

(
SELECT
wait_time_minutes,
drug_availability,
consultation_quality,
price_satisfaction,
label AS actual _rating -- Menyertakan status kepuasan asli untuk perbandingan
FROM
"is429-bda- jonat a.safe_medicare_data.final_training_data’
LIMIT 18 ---Mengambil 18 contoh-data saja
)
)i

Gambar 4.5 Kode Query Logistic Reggression

Terdapat gambar 4.5 dalam model query ini menghasilkan
prediksi kepuasan pelanggan secara otomatis berdasarkan



fitur operasional Safe Medicare. Kode ini menginstruksikan
model customer satisfaction untuk memproses variabel
penentu seperti waktu tunggu, ketersediaan obat, kualitas
konsultasi, dan kepuasan harga guna menentukan kelas
penilaian pelanggan.
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Gambar 4.6 Output Logistic Reggression

Output dari gambar 4.6 memberikan informasi mengenai
kepuasan pelanggan menunjukkan kemampuan sistem untuk
mengklasifikasikan respons konsumen Safe Medicare secara
akurat ke dalam kategori puas (1) atau tidak puas (0). Dalam
tabel hasil, dapat dilihat bahwa variabel operasional seperti
waktu tunggu (wait time minutes) dan ketersediaan obat
(drug_availability) merupakan faktor penentu utama;
misalnya, pada baris 4, waktu tunggu 60 menit dengan stok
yang selalu kosong diprediksi akan menyebabkan
ketidakpuasan pelanggan (peringkat 0), yang konsisten
dengan data aktual. Konsistensi antara predicted label dan
actual rating pada 12 sampel data ini membuktikan bahwa
model klasifikasi logistik sangat andal dalam mengidentifikasi
titik layanan kritis.

V. KESIMPULAN

Didasarkan pada hasil desain, implementasi, dan evaluasi
kerangka kerja analitis di Safe Medicare, dapat disimpulkan
bahwa penerapan teknologi BigQuery Machine Learning
telah berhasil mengoptimalkan operasional perusahaan
dengan mengatasi masalah fragmentasi data dan prediksi
tradisional. Model regresi yang dibangun mencapai akurasi
sangat tinggi (R, = 0.997) dalam memprediksi volume
penjualan, memungkinkan peralihan dari manajemen
persediaan reaktif menjadi proaktif. Selain itu, model
klasifikasi Logistic Regression berhasil mengidentifikasi
waktu tunggu kritis di atas 20 menit sebagai batas kesabaran
pelanggan dengan akurasi 100%, memberikan dasar empiris
untuk perbaikan standar layanan. Dalam hal efisiensi,
integrasi variabel musiman dan promosi mampu memprediksi
lonjakan permintaan dengan lebih akurat, mengurangi beban
inventaris hingga 73% dan mengurangi risiko limbah obat
kadaluwarsa sebesar 65,4%. Transformasi berbasis data ini
tidak hanya meningkatkan keuntungan melalui pengurangan
biaya penyimpanan, tetapi juga memperkuat reputasi Safe
Medicare dalam memastikan ketersediaan obat-obatan
esensial dan keamanan pasien.
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